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1. Vychodiska

Optimaliza¢ny modul Optimizer je nastroj, ktory ul'ahcuje hl'adanie optimalnych, resp.
suboptimalnych rieSeni v prostredi simulaéného systému Witness. Jeho pouzitelnost’ je
podmienena v prvom rade moznostou formulovat ucelovu funkciu, ktorej maximalizécia
alebo minimalizacia je cielom rieSenia. Nespornou vyhodou tohto nastroja je to, Ze
parametrami ucelovej funkcie (v terminoldgii linearneho programovania ,,cenami procesov®
[2]) mo6zu byt okrem konstant aj veliiny, ktoré sa v priebehu simulacie ziskavaji ako
vystupné veli¢iny simulacného experimentu so zlozitymi modelmi, napriklad aj
stochastickymi. Premennymi si konsStanty — vstupné veli¢iny modelu. Modul umoziuje
doplnit’ model aj o vlastné obmedzenia, formulované podobne ako vlastné obmedzenia
linearneho optimalizacného modelu.

Podstatou postupu hladania ¢o najlepSieho rieSenia je vykonavanie postupnosti
simulaénych behov s réoznymi kombindciami vstupnych premennych veli¢in modelu. Modul
dava kdispozicii niekolko volitelnych metdd na hl'adanie takej postupnosti tychto
kombindcii, ktord by za danych podmienok ¢o mozno najrychlejsie a najspolahlivejsie viedla
k optimu.

Ponuka sa otdzka, ¢i mozno vyuzit modul Optimizer na rieSenie klasickych uloh
linedrneho programovania. Je zrejmé, Ze teoreticky ano, najdené rieSenie vSak nemusi byt
optimalne, ale len blizke optimalnemu a zva¢$a nemozno ani dokazat’, ¢i je optimalne, alebo
ako ,,d’aleko* je od optimalneho rieSenia. Premenné modelu mozno modelovat’ ako prvky
Variables. Treba zabezpecit aj minimalne predpoklady na to, aby sa mohol rozbehnut
simulacny beh, t. j. vytvorit’ aspoil jednu suciastku (prvok Part), ktord prinajmensom vstupi
do modelu a potom z neho odide.

Predmetom nasledujucich tivah je hl'adanie odpovede na otdzku, ¢i mozno s urcitostou
dosiahnut,, aby postupnost’ rieSeni konvergovala k optimalnemu rieSeniu, ktoré pozname,
pretoze ho subezne vypocitame aj postupmi operacnej analyzy. Zaroven to umozni
formulovat’ zavery o konvergencii k optimalnemu rieSeniu v pripadoch, ked z dévodu
zlozitosti modelu nie je mozné jednoznacné optimum vypocitat’ a rieSenie ziskané pomocou
modulu Optimizer s nim porovnat’.

2. Experimentovanie s modelom

Na experimentovanie bol pouzity model ulohy linedarneho programovania so Styrmi
premennymi:
Ucelova funkcia:
Z = 800x;+ 1500x; + 500x;+ 1000x;, = max
Vlastné obmedzenia:
10x; +15x, +8x3 +5x4 60000

<
4x, + 2x; +5x; +10x; < 40000
20x; +25x, +18x3 +15x; < 120000
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Podmienky nezapornosti:
X123420

Najprv bola zvolend metoda Hill Climb. Experimentovanie bolo nastavené tak, aby bolo
ukoncené po vykonani 1000 simula¢nych behov, alebo 200 behov bez zvySenia hodnoty
ucelovej funkcie. V ramci experimentu bolo vykonanych 210 simula¢nych behov, pricom uz
pri deviatom behu (obr. 1) bola dosiahnutd maximalna hodnota ucelovej funkcie 5880000
(maximalna z uvedenych 210). S ohl'adom na nastavené parametre bol experiment ukonceny
po vykonani d’al§ich 200 behov, pri ktorych nebolo zaznamenané zvysenie hodnoty ucelove;j
funkcie. Vektor rieSenia mal hodnoty (3600, 500, 100, 2200).
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Obr. 1

Experiment bol zopakovany s nastaveniami: ukoncenie po 10000 behoch alebo 5000
behoch bez zvySenia hodnoty ucelovej funkcie. Ani v tomto pripade nebolo najdené rieSenie
s vy$Sou hodnotou ucelovej funkcie (po vykonani 5010 behov, t. j. 5000 behov bez zvySenia
hodnoty ucelovej funkcie), ¢o by mohlo viest’ k domnienke, Ze najdené rieSenie je optimalne.

S ohl'adom na charakter ulohy a vol'bu metddy by sa dalo predpokladat, Ze v blizkom
okoli dosiahnutého rieSenia neexistuje lepSie rieSenie.

Za rieSenie z blizkeho okolie najdeného rieSenia budeme povazovat’ vSetky rieSenia,
ktoré sa od najdené¢ho odlisuju aspon v jednej hodnote vektora rieSeni o najmensi krok (ktory
bol nastaveny pri formuldcii podmienok experimentovania na hodnotu 100). Takych rieSeni
z blizkeho okolia je v naSom pripade 80 (vo vSeobecnosti je pocet rieSeni z blizkeho okolia
3"-1, kde n je pocet premennych modelu; pre »=2 an=3 mozno tieto rieSenia graficky
zobrazit — obr.1). Vypoctom pomocou tabulkového editora bolo zistené, ze z uvedenych 80
rieSeni z blizkeho okolia 46 rieSeni vyhovuje vlastnym obmedzeniam aj podmienkam
nezapornosti a v 7 z nich aj ucelova funkcia dosahuje vyssiu hodnotu (zab. 1). Tieto rieSenia a
ani lepSie rieSenia zo SirSieho okolia vSak algoritmom Hill Climb neboli najdené.
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Tab. 1
x1 X2 x3 x4 Y4
3600 500 100 2200 | 5880000
3500 500 100 2300 | 5900000
3500 600 0 2200 | 5900000
3500 600 0 2300 | 6000000
3500 600 100 2200 | 5950000
3600 500 0 2300 | 5930000
3600 600 0 2200 | 5980000
3700 500 0 2200 | 5910000

Najlepsie zrieSeni z blizkeho okolia aktualneho rieSenia uvedenych v tabul’ke mozno
najst’ aj pomocou modulu Optimizer tak, Ze sa zada oblast’ pripustnych hodnot premennych
len z tohto blizkeho okolia, krok 100 a pouZzije sa metéda All Combinations. Rovnaky postup,
ale s pouzitim metody Hill Climb neviedol k najdeniu lepSieho riesenia (ani vykonanim 1000
behov, pri ktorych sa prehladavalo len 80 susediacich rieSeni, sa nenaslo ani jedno lepsie
rieSenie). Metodou SA sa naslo najlepSie rieSenie z blizkeho okolia v 23. behu.

Dalsi experiment bol vykonany s pouzitim metédy SA. Boli nastavené podobné
parametre ako v predchadzajucom pripade: ukoncenie po 10000 behoch alebo 5000 behoch
bez zvysSenia hodnoty ucelovej funkcie a ostatné parametre boli nastavené na odporucané
(default) hodnoty. Trvanie experimentovania sa podstatne prediZilo, bolo viak najdené
rieSenie (3100, 900, 100, 2200) s lepSou hodnotou ucelovej funkcie (6080000). Toto rieSenie
bolo najdené ako riesenie 290. behu z celkového poctu 5291 behov. Preskimanim blizkeho
okolia pomocou tabulkového editora bolo zistené, ze zuvedenych 80 rieSeni z blizkeho
okolia opét’ 46 rieSeni vyhovuje vlastnym obmedzeniam aj podmienkam nezépornosti a opat’
v 7 znich aj ucelova funkcia dosahuje vyssiu hodnotu. Tieto rieSenia a ani lepSie rieSenia zo
SirSieho okolia v8ak ani algoritmom SA neboli ndjdené.

(Z podstaty modelu vyplyva, Ze ak neuvazujeme vlastné obmedzenia a podmienky
nezapornosti, vzdy bude hodnota ucelovej funkcie, zodpovedajuca bodom v blizkom okoli
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vyssia alebo rovnaké v polovici z uvedenych bodov a nizsia alebo rovnaka v druhej polovici
tychto bodov.)

Na ndjdenie skuto¢ného optimalneho rieSenia by bolo vhodné pouzit' metddu, ktorad
overi vetky rieSenia z mnoziny pripustnych rieSeni (All Combinations). VSetkych rieSeni je
vSak vtomto pripade 2825761 a pripustnych rieSeni 542196 (a aj to za predpokladu, ze
hodnoty jednotlivych premennych st z intervalu <0; 4000> a menia sa s krokom 100). Cas
rieSenia by sa v pripade overovania vietkych rieseni neumerne predizil.

Pontka sa vSak moznost’ urobit’ v prvej etape experiment s velkym krokom (napr.
1000) a najdené rieSenie povazovat’ za vychodiskové pre d’alSiu etapu, v ktorej by sa krok
zmenSil (napr. na 400) atd’. Rozpitie hodndt jednotlivych premennych v ramci jednotlivych
etdp mozno upravovat’ s ohladom na podmienky nezapornosti. Ak v optimalnom rieSeni
niektorého kroku dosiahne niektord premenna horni odhadnutd hranicu, treba tuto hranicu
posunut’. V tabul’ke 2 su znazornené jednotlivé etapy:

Tab. 2
pocet komb.|rozpétie x1|opt. | rozpatie x2| opt. |rozpatie x3 | opt. |rozpatie x4 | opt. 7

krok | spolu | prip.|od| do |X1| od | do | X2 |od| do | X3 | od | do | X4

1000| 652 | 144 | 0 [ 4000 | O | O |[4000(3000( O | 4000 | O 0 |4000|3000{7500000
400 | 576 | 98 | 0 | 1000 | O {2000({4000|2800| O | 1000 | O |2000{4000|3200|7400000
200|225 | 59 | 0 | 400 | 0 |2400(3200|3000| 0 | 400 | 0 |2800|3600/3000|7500000
100 | 225 | 50 | 0 | 200 | O [{2800{3200({3000| O | 200 | O {2800(3200|3000|7500000
50 | 225 | 50 | 0O | 100 | O |2900|3100({3000| O | 100 | O {2900|3100|3000|7500000

Tymto postupom bolo najdené riesenie (0, 3000, 0, 3000) s hodnotou ucelovej funkcie
7500000 uz v prvom kroku a v nasledujucich krokoch nebolo ndjdené lepsie rieSenie.

Na overenie ,,kvality* rieSeni, dosiahnutych pomocou modulu Optimizer bola uvedena
uloha linearneho programovania vyriesend aj simplexovou metédou — vypoctom bolo néjdené
jediné optimalne rieSenie (0; 2727; 0; 3455) s hodnotou ucelovej funkcie 7545455.

Podobnému experimentovaniu bolo podrobenych niekol’ko r6znych modelov s troma aj
dvoma premennymi. Priebeh priblizovania sa k optimélnemu rieSeniu bol podobny, iked
s ohl'adom na podstatne mensi priestor pripustnych rieSeni bolo pribliZzenie sa k optimu ovela
vyraznejSie. Problémy s hladanim ,lepSich® rieSeni sa objavovali predovSetkym v tesnej
blizkosti hranic oblasti pripustnych rieSeni napriek tomu, Ze v pripade linearnych
optimalizacnych tloh ide o konvexné oblasti.

3. Zaver

Vykonané experimenty ukazali, ze pouzitie metdd Hill Climb ani SA neumoZnilo
priblizit’ sa spol'ahlivo a dostatocne k optimalnemu rieSeniu. Hlavnou pri¢inou bolo, ze
algoritmus hladania lepSieho rieSenia v okoli aktudlneho rieSenia neumoznil najst’ ziadne
takéto rieSenie, napriek tomu, Ze ich existovalo viac v najblizSom aj vzdialenejSom okoli
aktudlneho rieSenia.

Pouzitie modulu Optimizer na rieSenie linearnych optimalizaénych uloh prinasa
uspokojivé vysledky len v pripade menSieho poc¢tu premennych, malého poctu pripustnych
hodnédt jednotlivych (diskrétnych) premennych, najmd ak mozZno napldnovat’ overenie
vSetkych pripustnych kombinécii tychto hodnot.

Dé sa predpokladat’, Ze tieto zdvery budu platit’ aj v pripade optimalizacie beznych
zlozitych simulacnych modelov, pre ktoré je typicka velka miera stochastickosti a pri ktorych
optimélnost’ rieSenia nemozno overit' analytickymi metodami. Napriek tomu pouZitie



Konference WITNESS 2006 Cejkovice, 1.-2.6.2006

algoritmov Hill Climb a SA méze umoznit’ rychle ndjdenie vyrazne lepSich rieSeni, ako by
boli ndjdené odhadmi, nemozZno sa vSak spoliehat’ na to, Ze s optimalne.
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