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Uvod

Ddlezitou castou simulécie je optimalizacia. Optimalizacia v simulécii je proces
hlr'adania ngjlepSich parametrov rozhodovacich premennych systému, kde je vykon hodnoteny
na zaklade vystupu simulacného modelu[ 1].

Existuje vela simulatnych a optimalizacnych softvérov, ktoré obsahuju r6zne druhy
algoritmov vhodnych na dosiahnutie optimaneho rieSenia bez pouZitia zloZitych
matematickych Struktar. Ciel'om projektu, ktorého vysledky budd prezentované v tomto
prispevku, bolo porovnat’ optimalizacné algoritmy v module Optimizer. Na zaklade ziskanych
poznatkov bude navrhnuty vSeobecny postup realizéacie optimalizacie, ktory bude dizit” ako
navod pre rieSenie réznych optimalizaénych problémov vo WITNESS Optimizer.

Cielom optimalizatného algoritmu je ngst rieSenie, ktoré spina ur¢itd mnozinu
ohraniceni tak, Ze je ngdeny globalny extrém uc¢eoveg funkcie (minimum aebo maximum).
Uspesnost’ optimalizaénych agoritmov je ¢asto merana ako rychlost, s ktorou dokéze modul
najst’ optimum, aebo vysledok blizky optimanemu rieSeniu. Rychlost’ je ddleZita, pretoze
vysledky simulaéného experimentu nie su vypocitané okamZzite, ae vypocet trva ngaky ¢as.
Obycajne nie je mozné uskutocnit’” miliony experimentov, a preto dobry algoritmus musi byt
schopny n§st’ dobré vysledky v pripustnom ¢ase.

Algoritmy modulu Optimizer
Random Solutions

Random Solutions (ndhodné rieSenia) umoziuje zhodnotit' tvar prehladdvanénho
priestoru rieSeni, nevyZaduje vel’ky cas potrebny na ziskanie hodnét a priblizi mozné miesta
vyskytu optima. Najjednoduchdim sposobom hl'adania optimalneho rieSenia je jeho ndhodné
hradanie. Algoritmus opakovane generuje ndhodne rieSenie z urcitej oblasti a zapaméata si ho
len vtedy, ak bolo ziskané lepSe rieSenia ako to, ktoré uz bolo zaznamenané
v predchédzajucg histérii agoritmu.
All Combinations

Tento algoritmus rie§ ngjdenie optimaneho rieSenia ,,hrubou silou”“. RieSenie hrubou
silou je spdsob rieSenia problému ¢i tlohy, pri ktorom sa systematicky prechadza cely priestor
moznych rieSeni problému a zistuje, ako vyhovuju zadanym podmienkam. Algoritmy tohto
typu sa 'ahko implementuju a vzdy ngjdu rieSenie, ak existuje. Casto ¢as potrebny k ngjdeniu
optimalneho rieSenia rastie exponencidlne, ¢i dokonca faktoridlom, takze i pre ve'mi malé
priestory rieSenia je tento algoritmus v praxi mao vyuzivany.
Hill Climb

Horolezecké (angl. "hillclimbing") agoritmy su gradientnou metddou hradania extrému
v lokanom okoli ngakého bodu. Je to stochastické prenl'adavanie doplnené o usmernenie
generovanych rieSeni. Principom horolezeckénho algoritmu je prehladanie lokalneho okolia
najlepSieho n§deného riesenia (alebo ndhodne vygenerovaného rieSenia na zaciatku procesu
optimalizacie). Namiesto ndhodného d’alSieho rieSenia sa pouzije najlepsie doposial’ ngdené
rieSenie, v ktorom sa urobi urcitd mala zmena (napr. sazmeni 5 % parametrov tohto rieSenia).

Toto novérieSenie sa prijme, ak je lepSe ako to, z ktorého vzniklo; ak je horSie, opét’ sa
urobi ina mala zmena najlepSieho rieSenia. Zavisost’ nového rieSenia od predchéadzajlceho je
v tomto algoritme siln& Je to rychly algoritmus, ktory ale ¢asto uviazne v lokanom extréme.
Min/Mid/Max

Min/MidMax - testuje extrémy (minimdne amaximane hodnoty premennych)
astredné hodnoty vSetkych nastavenych parametrov. Pokryva vSetky moznosti



pre nerozsahové parametre. Algoritmus nepovoluje v module Optimizer Ziadne Specifické
nastavenia.
Adaptive Thermostatical Simulated Annealing

Adaptive Thermostatical SA je hlavny algoritmus, variant simulovaného Zihania s extra
prispdsobivym charakterom. Zahrnuje prvky tabu hladania. WITNESS Optimizer vyuZiva
algoritmus simulovaného Zihania, ktory vychadza z Metropolisovho algoritmu. Metropolisov
algoritmus sa snaZi na rozdiel od horolezeckénho agoritmu zabranit” uviaznutiu v loka nom
extréme tym, Ze za urcitych podmienok prijima zalepSierieSenie g to, ktoré ma mierne nizsiu
»fitness* ako predchadzajuce najlepsie rieSenie. "Ochladzovanie' v tejto metdéde znamena
postupné zniZovanie pravdepodobnosti, s ktorou sa do d'aseho kroku prijme g horSie
rieSenie.
Six Sigma Algorithms

Je vel'mi podobny algoritmu Adaptive Thermostatical Smulated Anneding. PretoZze
parametre potrebné pre pouZzitie tohto algoritmu neboli vo vybranych mode och nastavené, tak
sme do porovnévaniatento algoritmus nezahrnuli [2].

Charakteristika pouzitych modelov

Do projektu sme vybrali 4 smulacné modely. Dva z nich ato modd pre vybavenie
reklamécie pocitacovych zostav BprBasemod (bude oznaceny ako model ¢.1) amode
vyrobného systému ManBase.mod (bude oznaceny ako model ¢.2) si Standardne dodavané
ako vzorové priklady pre simulagnt optimaizéciu vo Witness adva modely vyrobnych
systémov, ktoré boli vytvorené vramci tohto projektu. V oboch modeloch sa pomocou
simulatng optimalizacie urcovala optimdna velkost vyrobnych davok (vzdy dvoch
vyrobkov), pricom sa minimalizovali néklady na jeden kus. Tieto moddy st oznacené ako
mode ¢.3 amode ¢.4.

Z pohradu pouzitia smulac¢ng optimalizécie je doleZité poznamenat’, ze modely ¢.1
a¢.2 predstavuju modely so stochastickymi prvkami. To znamena, Ze na jedno ohodnotenie
ucelove funkcie bude potrebnych viac behov. Naopak modely ¢.3 a4 st deterministickeé.

Tiez dblezité su pocty vstupnych premennych acelkovy pocet kombinacii, ktore tieto
premenné vytvarau. Model ¢.1 ma 10 vstupnych premennych. Ich rozsah (defini¢ny obor) je
vSak maly a spolu vytvaraju 21600 moznych kombinacii vstupov. Mode ¢. 2 ma 6 vstupnych
premennych, ktoré spolu vytvaragju 87846 moznych kombinécii vstupov. Modd ¢. 3 ma 4
vstupné premenné, a e s vacsSim rozsahom, ktoré spolu vytvéraju 171600 moznych kombinéacii
vstupov. Modd ¢. 4 ma 4 vstupné premenné ktoré spolu vytvaragju 78400 moznych
kombinacii vstupov.

Scenar experimentov

Jednotlivé algoritmy budld mat’ nastavené rovnaké hodnoty 3pecifickych parametrov
Maximum Eval uations =800, Maximum Moves Without Improvement = 300.

Z&kladny scenar v3etkych experimentov bol nadedujuci:

e pocet behov na jedno ohodnotenie Gcelove funkcie nastavit’ na 1, velkost’ kroku 1;

e ak casoptimalizécie je prijatelny, vzdy zacat’ s algoritmom All Combinations aby sme
hned’ zitili globdlny extrém G¢elove funkcie aaz potom pokragovat’ s ostatnymi
algoritmami;

e pocet behov na jedno ohodnotenie Ucelove funkcie zvysit z 1 na 3;

e na zdklade vysledkov ziskanych zprvych dvoch experimentov z0zit' rozsah
premennych;

e kvalitu optimalizacie sa bude hodnotit’ na zaklade ¢asu a presnosti najdeného optima;

e ziskané vydedky budi zobrazované v taburkach a grafoch;



Vysdledky experimentov pre 1. model

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . " " ,

optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 12020 0:04:23 0:01:54 467
All Combinations 12080 2:15:21 1:43:51 21600
Random Solutions 11980 0:03:24 0:02:58 800
Min/Mid/Max 11940 0:48:37 0:35:27 7776
Hill Climb 11940 0:02:02 0:00:09 334

Exp. 1, velkost’ kroku 1 pre vSetky premenné, 1 beh za evoliciu

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . Y Y ,

optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 12080 0:05:00 0:00:51 522
All Combinations 12080 0:32:24 0:21:40 5184
Random Solutions 11970 0:03:45 0:03:28 800
Min/Mid/Max 12080 0:24:16 0:21:17 5184
Hill Climb 11920 0:03:58 0:00:09 305

Exp. 2, velkost’ kroku 1 pre vSetky premenné, 3 behy za evoliiciu

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . " " ,

optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 12080 0:05:00 0:00:51 522
All Combinations 12080 0:32:24 0:21:40 5184
Random Solutions 11970 0:03:45 0:03:28 800
Min/Mid/Max 12080 0:24:16 0:21:17 5184
Hill Climb 11920 0:03:58 0:00:09 305

Exp. 3, vel’kost’ kroku 1 pre vSetky premenné (ziZeny rozsah), 1 beh za evoliciu
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SA

Ako ukazuje graf, zizZenie premennych priniedo podstatné zlep3enie vysledku. AZ tri
algoritmy dosiahli optimanu hodnotu (12080), pri¢om sa hodnoty ¢asov vyrazne skrétili. Pri
algoritme All Combinations bola optimalna hodnota ziskand uz za necelych 22 mindt, ¢o je
skoro polovi¢na hodnota ¢asu agoritmu Min/Mid/Max v prvom experimente. Cas ziskania
jedného ohodnotenia bol v tomto modeli mengj ako 1s.



Na zaklade ziskanych vysledkov je mozné tvrdit, Ze obmedzenie rozsahu vstupnych
premennych vyrazne ovplyviuje kvalitu optimalizécie. Niden Ze sa vyrazne zmenSi ¢as
potrebny na optimalizaciu pre vsetky algoritmy, ale g hodnoty ziskané pomocou jednotlivych
algoritmov st mnohokrét presngiSie. NavySe algoritmy ktoré predtym neboli schopné ngst’
optimum, po zUZeni premennych optimum nadli v relativne kratkom case.

Vydedky experimentov pre 2. model

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . " Y :
optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 440 0:07:36 0:01:53 325
All Combinations 455 1:32:00 1:18:28 16530
Random Solutions 445 0:07:25 0:06:16 800
Min/Mid/Max 440 0:04:05 0:00:14 30
Hill Climb 455 0:06:29 0:00:06 310

Exp. 1, velkost’ kroku 1 pre vSetky premenné, 1 beh za evoliciu

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . Y Y ,
optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 443 0:03:56 0:00:58 666
All Combinations 444 0:34:41 0:07:45 1578
Random Solutions 444 0:04:41 0:02:40 800
Min/Mid/Max 440 0:02:26 0:00:10 42
Hill Climb 366 0:03:10 0:00:05 306

Exp. 2, vel’kost’ kroku 2 pre 4 premenné, 1 beh za evoluciu

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . Y Y ,
optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 444 0:02:34 0:01:19 342
All Combinations 444 0:12:26 0:01:10 342
Random Solutions 444 0:01:10 0:01:10 342
Min/Mid/Max 444 0:01:39 0:01:14 342
Hill Climb 328 0:02:53 0:00:03 302

Exp. 3, vel’kost’ kroku 3 pre 4 premenné, 1 beh za evoliciu

. Ndjdené | Odhadovany | Skutocny Pocet

Algoritmus . " Y ,
optimum ¢as cas ohodnoteni

Adaptive Thermostatistical SA 443 0:03:25 0:00:34 307
All Combinations 455 0:12:21 0:05:30 1476
Random Solutions 443 0:02:59 0:01:58 800
Min/Mid/Max 440 0:01:10 0:00:25 128
Hill Climb 443 0:02:39 0:00:03 302

Exp. 4, vel’kost’ kroku 1 pre vSetky premenné (ziZeny rozsah), 1 beh za evoliciu
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Z casového hladiska boli jednotlivé postupy priblizne rovnaké, trosku lepsi sa ukéazal
postup so zUZenim premennych, ktory vSak dosiahol ¢asy lepSie len o niekolko sekund. Pri
rovnakom pocte kombinécii teda neméa spésob postupu vyrazny vplyv nacas.

Vysledky s poctom ohodnoteni boli tiez mierne lepSe pri postupe so zUZenim
premennych, ¢o vidno hlavne pri algoritme Min/Mid/Max, kde sa pocet ohodnoteni zmens|
priblizne 3-krat. Z toho mozno vyvodit' zaver, Ze zUzenim premennych sa prehl'adavana
oblast’ zmensila priblizne 3-krat oproti experimentu ¢.2.

Vysledky experimentov pre 3. model

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . . M ,
optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 189 0:27:51 0:06:59 627
All Combinations 189 2:58:17 2:56:48 8280
Random Solutions 249 0:24:16 0:23:56 800
Min/Mid/Max 271 0:01:50 0:01:40 81
Hill Climb 252 0:25:00 0:00:36 317

Exp. 1, vel’kost’ kroku 2 pre 2 premenné a 3 pre 2 premenné

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . " M .
optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 179 0:17:40 0:04:04 467
All Combinations 163 1:01:52 0:59:02 2800
Random Solutions 164 0:30:33 0:21:.07 800
Min/Mid/Max 189 0:02:28 0:02:27 81
Hill Climb 183 0:24:18 0:00:33 318

Exp. 2, vel’kost’ kroku 1 pre vSetky premenné (ziiZeny rozsah)

. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . . M .
optimum cas cas ohodnoteni

Adaptive Thermostatistical SA 162 0:15:15 0:14:31 441
All Combinations 162 0:14:23 0:15:06 441
Random Solutions 162 0:14:30 0:14:05 441
Min/Mid/Max 162 0:02:35 0:02:34 81
Hill Climb 163 0:25:26 0:00:37 441

Exp. 3, vel’kost’ kroku 1 pre vSetky premenné (2 krat ziiZeny rozsah)



. Najdené | Odhadovany | Skutocny Pocet

Algoritmus . Y M ,
optimum cas cas ohodnoteni

SA 162 0:18:09 0:01:34 321
All Comb. 155 0:25:00 0:22:28 990
Random S. 155 0:17:48 0:12:39 800
M/M/M 170 0:01:49 0:01:48 81
Hill Climb 1114 0:27:07 0:00:23 311

Exp. 4, vel’kost’ kroku 1 pre vSetky premenné (rozSireny rozsah exp. 3)
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Cekovo sa optimum (155) naSlo az v Stvrtom experimente, ked” sa zuzoval rozsah
premennych az 3-kré. Vysledok bol ziskany priblizne za 1 hodinu a 28 mindt. Ak by sa vsak
rozsah premennych po prvom experimente nezlizil privelmi (hodnoty extrému boli ngjdené na
hraniciach intervalov vstupnych premennych), ziskanie vysledku by bolo pravdepodobne
skér. Preto sa v d’alSom experimente zistoval o, ako dosiahnut’ optimalnu hodnotu pri modeli
svel’kym poctom kombinécii. Doraz sa kl&dol hlavne na to, ako zUZit' rozsah premennych,
pricom sa nevychadza z hodnét ziskanych algoritmom All Combinaions. Cas ziskania
jedného ohodnotenia bol v tomto modeli mengj ako jedna sekunda.




Vysdledky experimentov pre 4. model

. Ndjdené | Odhadovany | Skutoény Pocet
Algoritmus . Y Y ,
optimum cas cas ohodnoteni
Adaptive Thermostatistical SA 203.307 0:08:32 0:02:58 530
All Combinations 193.897 6:39:27 4:10:48 21205
Random Solutions 195.17 0:07:01 0:07:08 800
Min/Mid/Max 1158.584 0:00:44 0:00:42 81
Hill Climb 1358.506 0:07:31 0:00:08 304
Exp. 1, vePkost’ kroku 2 pre 2 premenné
Flaris Néj.dené Odhavdovan\’/ Skuvto(:m’/ Pocet ’
optimum cas cas ohodnoteni
Adaptive Thermostatistical SA 195.17 0:05:30 0:00:44 402
All Combinations 193.897 0:38:21 0:34:15 4725
Random Solutions 193.897 0:05:44 0:05:23 800
Min/Mid/Max 201.801 0:00:35 0:00:32 81l
Hill Climb 1296.856 0:05:21 0:00:06 317
Exp. 2, vel’kost’ kroku 2 pre 2 premenné (zuZenie rozsahu)
e Néj.dené Odhavdovam'/ Skuvtoén\’/ Pocet ,
optimum cas cas ohodnoteni
SA krok 2 pre vel’ké rozsahy 222.326 0:05:27 0:01:59 690
Random Solutions krok 1 209.907 0:05:29 0:05:20 800
SA z(UZené rozsahy 210.087 0:05:58 0:00:42 531
SA upravené rozsahy 204.177 0:06:15 0:05:36 800
SA upravené rozsahy 2 202.62 0:05:29 0:02:09 422
All Combinations 193.897 0:43:40 0:38:09 5040

Exp. 3, postupna kombinacia algoritmov za u¢elom zuZovania intervalu
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Vysledok ukazal, Ze kombinaciou viacerych agoritmov apostupnym zuzovanim
rozsahov je ¢as optimalizacie kratSi, ako pri pouziti algoritmu All Combinations hned’
na zaciatku optimalizécie. Dany postup nasSiel optimanu g hodnotu U¢eove funkcie.

Problémom pri tomto postupe je spravne urcéenie novych rozsahov premennych. Pri
modeloch svel’kym poétom kombinécii odpori¢ame zuzovat' rozsahy vzhladom na pocet



kombinécii. Pri prvom zUzeni rozsahov by sa mal pocet kombinécii pohybovat” okolo 10000.
To by malo zabrénit’ vynechaniu niektorg z hodnét, ktord by v kone¢nom désledku mohla
byt si¢astou kombinécie pre optimum uc¢elove funkcie. Pri d’alSich Upravach premennych je
potrebné zUzit' rozsahy tak, aby sa pocet kombinéacii pohyboval priblizne okolo 3-5 tisic.
Potom je vyhodné pouZzit’ algoritmus All Combinations.

Pri algoritmoch Adaptive Thermostatistical SA a Random Solutions odporucame
nastavovat’ pocet ohodnoteni na 800. Pocet ohodnoteni algoritmu Adaptive Thermostatistical
SA bez zZlepSenia na 300 . Ostatné nastavenia agoritmu Adaptive Thermostatistical SA
(Initial Temperature, Cooling Rate, Cooling steps a Adaptive Search) odporuc¢ame nemenit’.

Vyhodnotenie simulaénych experimentov a navrh vol’by optimaliza¢nych algoritmov

Z&ladnym kritériom pre optimalizaciu je ziskat' ¢o ngpresngSie vysdedky v ¢o
najkratSom case. Jednotlivé algoritmy WITNESS Optimizer potrebujd na uréenie vysledku
rézny ¢as pri rovnakych podmienkach a ziskané vysledky st tiez ¢asto krét rozne.

Pre moddy smalym poctom optimalizacnych premennych smalymi rozsahmi
odporucam pouzit’ algoritmus All Combinations s krokom 1, ktory zaruc¢ene ngde hradané
optimum.

Pre moddy svelkym poctom optimalizachych premennych amalymi rozsahmi
odportc¢am pouZit' algoritmus Adaptive Thermostatistical SA skrokom 1. Algoritmus sice
nemusi ngst optimdnu hodnotu Gceloveg funkcie, ale ziskana hodnota vo viacerych
experimentoch bola nagblizS§a optimu a ¢as potrebny na ngdenie rieSenia bude
mnohonasobne mensi, ako pri pouziti algoritmu All Combinations.

Pre moddy smalym poctom optimalizatnych premennych avelkymi rozsahmi
odporucame postupovat’ kombinéciou viacerych algoritmov nasledovne:

e Optimalizovat’ mode algoritmom Random Solutions s krokom 1
e Optimalizovat’ model algoritmom Adaptive Thermostatistical SA so zvacSenym
krokom pre premenné s vel’kymi rozsahmi
o Odporucamekrok 1 prerozsah premennych od 1 do 20
o Odporucame krok 2 prerozsah premennych od 20 do 40
o Odporucame krok 3 prerozsah premennych nad 40
e Analyzovat’ ziskané vysedky pre oba algoritmy
¢ Nazaklade ngjlepsich vysledkov upravit’ rozsahy premennych
0 NajlepSe hodnoty musialezat’ v novych rozsahoch premennych, nie viak na
hranici
0 Cekovy pocet kombinécii by samal pohybovat’ okolo 10000
e Optimalizovat’ model algoritmom Adaptive Thermostatistical SA skrokom 1
e Analyzovat’ ziskané vysedky
o0 Najlepsie hodnoty nesmu lezat’ na okrajoch (hraniciach) rozsahov premennych
o Ak hodnoty leziana okragji premennych, pravdepodobne existuju lepSie
hodnoty a je potrebné znovu upravit’ rozsahy
o Pri Uprave rozsahov je potrebné sledovat” minimalne 5 najlepSich hodndt aich
postupnost’ k nejakej hodnote rozsahu premenng
e Znovu optimalizovat’ mode algoritmom Adaptive Thermostatistical SA skrokom 1
o Ak hodnoty neleZia na okrgji premennych, pravdepodobne je najlepsia hodnota
hradané optimum, alebo sa optimum nachédza v tychto rozsahoch premennych
e Ak sadosiahne maly pocet kombinécii (okolo 5000) a je odhadovany prijatelny ¢as
pre algoritmus All Combinations, verifikovat’ vydedok tymto algoritmom
e Ziskany vysledok by mal byt optimum



Zaver

Ciel’'om projektu bol o porovnat’ algoritmy simulacnej optimalizécie vo Witness Optimizer.
Ako kritéria pre hodnotenie kvality algoritmov bol zvoleny ¢as potrebny na najdenie najlepse
hodnoty U¢elovej funkcie a presnost’ algoritmov pri hl'adani optimane hodnoty Ucel ovej
funkcie. Porovnavanie sarealizoval o na Styroch réznych modeloch. Poznatky ziskané

Z porovnavace Studie boli zosumarizované do postupu ako najvhodngjSie redizovat’
simula¢nl optimalizéaciu vo Witness, tak aby za ¢o ngjkratsi ¢as boli dosiahnuté bud’
optimalne hodnoty uc¢elovel funkcie alebo hodnoty, ktoré st vel'mi blizko optimane hodnoty.

Pouzita literatira:

[1] Waller A.P. Optimization of simulation experiments, Available from
http://mww.dynamic.co.kr/Witness Training_Center/Articles/White%20paper%20-
%200ptimization.pdf Accessed: 2010-04-28

[2] Bc. Mrva, M: Porovnanie vybranych algoritmov simula¢nej optimalizacie.
[Diplommova précal] — Slovenska technickd univerzita v  Bratidave.
Material ovotechnologicka fakulta so sidlom v Trnave; — Vedlci diplomove prace: doc.
Ing. Pavel VaZzan, PhD. — Trnava: MtF STU, 2008, 111 pages.



